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Traitement massif des données spatiales: enjeux, méthodes et moyens



Contexte

Un volume croissant d’images et de pixels
 Familles Landsat et Spot World Heritage accessibles gratuitement
 Programme Copernicus de l’ESA (radar et optique,

haute fréquence de revisite, haute résolution spectrale)
 Satellites THRS (Pléiades 0.5m, Pléiades Neo 0.3m)
 …

Mais des méthodes de traitement des données qui ne permettent pas d’exploiter efficacement 
toute l’information
(photo-interprétation, classification par méthodes expertes, classification supervisée par machine learning conventionnel)

 Big Data spatial
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Contexte

Des besoins croissants en connaissance des territoires
 Productions agricoles à échelle mondiale pour des raisons de sécurité alimentaire
 Stratégies d’aménagement du territoire de plus en plus contraintes par règlementation stricte et disponibilité de 

terres
 Des informations fines et mises à jour régulièrement
 Peu de données sur les territoires des pays en développement (moins de ressources financières, nuages, 

hétérogénéité des territoires)

Nécessité de recourir à des méthodes de traitement 
de l’information plus performantes

Développement du deep learning pour la 
reconnaissance d’images de télédétection
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Introduction RésultatsMéthode Conclusions et perspectives

Adapté de O’Mahony, N., Campbell, S., Carvalho, A., Harapanahalli, S., Hernandez, G.V., Krpalkova, L., Riordan, D., Walsh, J., 2020. Deep Learning vs. Traditional Computer Vision, in: Arai, K., Kapoor, S. (Eds.), 
Advances in Computer Vision, Advances in Intelligent Systems and Computing. Springer International Publishing, Cham, pp. 128–144.
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Modèle DeepRUN pour cartographier l’occupation du sol

Développement d’un modèle de CNN (Convolutional Neural Network)

Filtres de convolution

4 bandes (B, V, R, PIR)

Adapté de P. Benedetti, D. Ienco, R. Gaetano, K. Ose, R. Pensa, et S. Dupuy, « M3Fusion: A Deep Learning Architecture for Multiscale Multimodal Multitemporal Satellite Data Fusion », p. 10, 2018
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Apprentissage

2018 4 bandes (résolution 0,5 m)
2020 4 bandes (résolution 0,5 m)

5620 polygones
4900 polygones

Données d’apprentissage
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Apprentissage

Découpage

Satellite Vérité de terrain

Base de données
Imagettes 25x25 pixels

4 bandes

Train set
Validation set

Test set

Satellite
Pléiades
Images VHSR 
Résolution : 0,5m
118256 x 133116 pixels= 16.109 pixels

Apprentissage/ 
optimisation
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Précision

Précision de la classification niveau 2 (12 classes)
Classe Précision
Canne à sucre 92 %
Pâturage et fourrage 96 %
Maraichage 68 %
Culture sous serre ou ombrage 76 %
Arboriculture 83 %
Espace boisé 93 %
Lande et savane 93 %
Rocher et sol nu naturel 98 %
Ombre due au relief 98 %
Eau 99 %
Espace artificialisé 97 %
Friche 35 %

Comparaison avec un modèle conventionnel

Modèle Niveau 1
4 classes

Niveau 2
12 classes

Niveau 3
30 classes

Machine learning [1] 3,04 % 8,12 % 13,80 %

DeepRun 1,97 % 5,55 % 7,93 %

[1] S. Dupuy, R. Gaetano, L. Le Mézo, 2020. Mapping land cover on Reunion Island in 2017 using satellite
imagery and geospatial ground data, Data in Brief, Volume 28, doi.org/10.1016/j.dib.2019.104934

Machine learning conventionnel DeepRunImage Pléiades (res. 0,5m)
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Conclusion

• Meilleure performance de l’algorithme de deep learning que le modèle de machine 
learning conventionnel pour cartographier l’occupation du sol, avec moins de données 
satellitaires

• Marges de progrès encore significatives sur algorithme et sources d’images (Orthophotos, 

Pléiades Neo, etc.)

• Besoin de capacité de calcul important pour l’étape d’inférence  accès à des clusters 
de calcul

• Mais de très peu de main d’œuvre  particulièrement adapté aux territoires ayant peu 
de ressources financières et de main d’œuvre qualifiée.
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